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파이프라인 방식의 문제를 해결하기 위해 사용되는 일반적인 결합 학습 방법을 확장하여, 두 작업이 동시
에 태깅된 학습 데이터뿐만 아니라 한 작업만 태깅된 학습데이터도 동시에 학습에 사용할 수 있는 결합 
학습 모델을 Latent Structural SVM을 확장하여 제안한다. 실험 결과, 기존의 한국어 띄어쓰기와 품사 태
깅 결합 모델의 품사 태깅 성능이 96.99%였으나, 본 논문에서 제안하는 결합 학습 모델을 이용하여 대용

량의 한국어 띄어쓰기 학습데이터를 추가로 학습한 결과 품사 태깅 성능이 97.20%까지 향상 되었다.
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1. 서론

자연어처리에서는 많은 모듈들이 파이프라인 방식으로 

연결되어 사용되어 왔으며(예를 들어, 단어 분리와 품사 

태깅, 구문 분석 등), 이러한 경우 앞 단계의 오류가 뒷 

단계에 누적되는 문제와 앞 단계에서 뒷 단계의 정보를 

사용하지 못한다는 단점이 있다 [1, 2]. 이러한 문제를 

해결하기 위해 최근에 중국어와 일본어 등에 대해서 단

어 분리(word segmentation)와 품사 태깅의 결합 학습

(jointly learning) 모델에 대한 많은 연구가 수행되었

다[1,2,3,4].

그러나 대부분의 결합 학습(jointly learning) 모델들

은 두 모듈의 태깅이 같이 되어있는 학습 데이터를 필요

로 하고 있다. 예를 들어, 중국어의 단어 분리와 품사 

태깅의 결합 학습을 위해서 단어 분리와 품사 태그의 정

답이 동시에 태깅된 학습 데이터를 사용하고 있다 

[1,2,3,4,]. 그러나 일반적으로 두 작업(task) 중에서 

한쪽 작업의 학습 데이터 구축이 쉬우며, 한쪽 작업의 

대용량의 학습 데이터가 이미 존재하는 경우가 많다. 예

를 들어, 한국어 띄어쓰기의 경우 띄어쓰기가 잘 된 신

문 기사 등으로부터 대용량의 학습데이터를 쉽게 구축할 

수 있으나, 기존의 한국어 띄어쓰기와 품사 태깅 결합 

학습 연구에서는 한국어 띄어쓰기와 품사 태그가 동시에 

태깅된 학습 데이터만을 사용하여 결합 학습을 수행하였

다[4].

본 논문에서는 파이프라인 방식의 문제를 해결하기 위

해 사용되는 일반적인 결합 학습 방법을 확장하여, 두 

작업이 동시에 태깅된 학습 데이터뿐만 아니라 한 작업

만 태깅된 학습데이터도 동시에 학습에 사용할 수 있는 

결합 학습 모델을 제안한다. 본 논문에서 제안하는 결합 

학습 모델은 기존의 Structural SVM에 은닉 변수가 추가

된 Latent Structural SVM을 확장하여 사용한다.

실험 결과, 기존의 Structural SVM 기반의 한국어 띄

어쓰기와 품사 태깅 결합 모델의 품사 태깅 성능이 

96.99%였으나 (테스트 문장의 띄어쓰기를 제거한 경우의 

성능임), 본 논문에서 제안하는 결합 학습 모델을 이용

하여 대용량의 한국어 띄어쓰기 학습데이터를 추가로 학

습한 결과 품사 태깅 성능이 97.20%까지 향상 되었다.

2. 관련 연구

자연어처리에서는 단어 분리, 품사 태깅, 구문 분석, 

의미 분석 등의 각 단계 모듈이 주로 파이프라인 방식으

로 연결 되어 사용되어 왔으며, 최근에 파이프라인 방식

의 문제를 해결하기 위해서 결합 모델이 주로 연구되고 

있다[1,2,3,4].

중국어와 일본어에 대해서 단어 분리(word 

segmentation)와 품사 태깅의 결합 학습 모델(jointly 

learning)에 대한 많은 연구가 수행되었다[1,2]. [1]에

서는 N-best reranking 방법을 사용하여, 앞 단계인 중

국어 단어 분리(word segmentation)의 N-best 결과에 품

사 태깅을 수행한 후 재순위화(reranking)를 통해 파이

프라인 방식의 문제를 해결하려 했으나, 단어 분리의 

N-best 결과만 사용한다는 한계가 있고 N-best 결과 모

두에 품사 태깅을 수행하므로 속도 저하 문제가 발생했

다. [2]에서는 중국어 단어 분리와 품사 태깅 문제를 한 

음절에 대한 sequence labeling 문제로 접근하였고, 음

절에 대한 태그는 단어 분리 태그와 품사 태그가 결합한 

형태로 쓰여 태그 수가 증가하여 검색 공간이 증가되는 

문제가 발생했다. 이 밖에도 영어에 대해서 개체명 인식

과 구문 분석을 동시에 수행하는 연구가 있었다[3].

기존의 대부분의 결합 학습 연구들은 두 작업의 정답
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이 동시에 태깅된 학습 데이터를 사용하고 있으나, 본 

논문에서 제안하는 결합 학습 모델은 두 작업의 정답이 

태깅된 학습 데이터뿐만 아니라 한 작업의 학습 데이터

만 태깅된 학습 데이터도 같이 사용하여 성능을 향상시

킬 수 있다.

3. Latent Structural SVM을 확장한 결합 학습 모델

본 논문에서는 은닉 변수가 추가된 Latent Structural 

SVM을 확장한 결합 학습 모델을 제안한다.

3.1 Structural SVM

Structural SVM은 기존의 SVM을 확장한 기계학습 알고

리즘으로, 기존의 SVM이 바이너리 분류, 멀티클래스 분

류 등을 지원하는 반면에, structural SVM은 더욱 일반

적인 구조의 문제(예를 들어, sequence labeling, 구문 

분석 등)를 지원하며 다음과 같이 정의할 수 있다[5].

(1)

위 식에서 (xi,yi)는 학습데이터의 i번째 문장과 그에 

대응되는 정답 태그 열을 나타내고, Δ(yi,y)는 정답 태

그 열 yi와  예측결과 태그 열 y사이의 다른 태그 개수

를 반환하며, Φ(x,y)는 자질(feature) 벡터 함수를 나

타낸다.

3.2 Latent Structural SVM

Latent Structural SVM은 기존의 Structural SVM에 은

닉 변수(hidden variable) z를 추가한 것으로, 다음과 

같이 정의된다[6].

(2)

위 식에서 Δ(yi,y,z)는 정답 태그 열 yi와 예측결과 

태그 열 y와 은닉 변수 z를 입력으로 받는 loss 함수로 

일반적으로 은닉변수 z는 무시하여 Δ(yi,y)와 같아지고 

(즉, yi와 y사이의 다른 태그 개수), Φ(x,y,z)는 은닉 

변수 z가 추가된 자질(feature) 벡터 함수를 나타낸다. 

은닉 변수 z를 무엇으로 정의하냐에 따라 자질 벡터 함

수 Φ(x,y,z)가 달라지게 되며 이를 사용자가 정의해 주

어야 한다.

Latent Structural SVM은 은닉 변수가 추가 되어 더 

이상 convex optimization 문제가 아니기 때문에 유일한 

해가 존재하지 않고 지역 극소점(local minima)에 빠질 

수 있다. 또한 학습을 위해서 기존의 Structural SVM의 

학습 알고리즘을 그대로 사용 못하고 Concave-Convex 

Procedure (CCCP) 알고리즘을 사용한다[6].

3.3 Latent Structural SVM을 확장한 결합 학습 모델

기존의 결합 학습 모델은 대부분 두 개의 작업(task)

이 동시에 태깅된 학습데이터를 사용하였다 (예를 들어, 

단어 분리(word segmentation) + 품사 태깅). 그러나 이

렇게 두 개의 작업이 동시에 태깅된 학습 데이터를 구축

하는 것은 비용과 시간이 많이 걸리며, 일반적으로 한쪽 

작업(task)만 태깅된 학습데이터가 기존에 존재할 수도 

있고, 그렇지 않은 경우에도 한쪽 작업만 태깅된 학습데

이터를 구축하는 것이 두 개의 작업이 동시 태깅된 학습

데이터를 구축하는 것 보다 훨씬 비용이 적게 든다.

본 논문에서는 두 작업이 동시 태깅된 학습데이터와 

한쪽의 작업만 태깅된 학습데이터를 모두 사용할 수 있

도록 하기 위해서 Latent Structural SVM을 확장하여 결

합 학습 모델(Jointly Learning Model)을 수식 (3)과 같

이 정의한다. 아래 모델에서 두 개의 작업이 동시 태깅

된 학습데이터는 1~n 문장이며 (n개의 문장), 한쪽의 작

업만 태깅된 학습데이터는 n+1~n+m 문장이다 (m개의 문

장). 두 개의 작업이 동시 태깅된 학습데이터(1~n 문장) 

부분에서는 일반 Structural SVM과 유사하며(두 작업이 

동시 태깅된 것을 하나의 합쳐진 태그로 가정하고 학

습), 한쪽의 작업에만 태깅이 된 학습데이터(n+1~n+m) 

부분에서는 태깅이 안된 다른 작업의 태그를 은닉 변수

(hidden variable)로 보고 Latent Structural SVM과 유

사하게 학습한다.

(3)

위 식에서 (xi,yi,zi)는 학습데이터의 i번째 문장과 그

에 대응되는 첫 번째 작업의 태그 열(yi)및 두 번째 작

업의 태그 열(zi)을 나타내고, Δ(yi,zi,y,z)는 정답 태

그 열 yi 및 zi와 예측결과 태그 열 y 및 z의 loss 함수

(정답 태그 yi 및 zi에 대해서 두 작업의 y 및 z의 태그

가 모두 정답 태그와 같을 경우만 맞았다고 계산하여 틀

린 개수를 반환함)를 나타내며, Φ(x,y,z)는 문장 x, 첫 

번째 작업 태그 열 y, 두 번째 작업 태그 열 z로 구성되

는 자질(feature) 벡터 함수를 나타낸다.
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Latent Structural SVM과 유사하게 한쪽의 작업만 태

깅된 학습데이터 부분(n+1~n+m)에서는 은닉 변수가 추가 

되었기 때문에 더 이상 convex optimization 문제가 아

니고, 따라서 유일한 해가 존재하지 않으며, 지역 극소

점(local minima)에 빠질 수 있다. 학습을 위해서 기존

의 Latent Structural SVM과 같이 Concave-Convex 

Procedure (CCCP) 알고리즘을 사용할 수 있다[6]. 본 논

문에서는 CCCP와 유사한 방식을 사용하면서 Stochastic 

Gradient Descent (SGD) 방식을 적용한다. 이는 SVM의 

학습 알고리즘으로 제안된 Pegasos [7] 알고리즘을 은닉 

변수가 추가된 결합 학습 모델(Jointly Learning Model)

에 확장한 것이다. 이를 위해서 수식 (3)의 목적 함수

(object function)를 학습데이터의 일부인 k개를 사용하

도록 approximation 하기 위해서 아래와 같이 목적 함수 

f(w;At)를 정의한다.

(4)

위 식에서 At는 전체 학습셋(1~n+m 문장) 중에서 임의

의 k개의 문장을 선택한 것이다. 위 (4) 식의 목적 함수 

f(w;At)의 gradient를 구하면 다음과 같다.

where

(5)

식 (5)를 이용하여 gradient descent 방식의 weight 

vector w의 업데이트 식을 구하면 다음과 같다 

(learning rate η=1/t 가정).

(6)

식 (6)을 이용한 결합 학습 모델(Jointly Learning 

Model)의 학습 알고리즘은 다음과 같다.

4. 실험

기존의 일반적인 결합 학습 모델과 본 논문에서 제안

하는 Latent Structural SVM을 확장한 결합 학습 모델의 

성능 비교를 위해서, [4]와 같이 한국어 띄어쓰기 문제

와 품사 태깅 문제에 결합 학습 모델을 적용하였다. 띄

어쓰기와 품사 태깅이 동시에 태깅된 학습데이터는 [4]

와 동일하게 세종 품사 태깅 코퍼스를 사용하였으며, 실

험에 사용한 자질(feature)도 [4]와 동일하게 사용하였

다. 본 논문에서 제안하는 결합 학습 모델은 추가적으로 

세종 원시 코퍼스(raw corpus)를 띄어쓰기의 학습데이터

로 추가 사용하였다. 이 경우, 식 (3)의 x는 입력 문장

을 의미하고, y는 띄어쓰기 태그 열, z는 음절 기반 품
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사 태그 열을 의미한다.

표 1은 한국어 띄어쓰기 및 품사 태깅 실험 결과이다. 

평가 데이터의 띄어쓰기 정보가 완벽한 경우에 품사 태

깅의 성능은 98.03%(F1)이고, 평가 데이터의 띄어쓰기 

정보를 제거한 한 후, 파이프라인 방식으로 띄어쓰기 적

용 후 품사 태깅을 적용한 경우 품사 태깅 성능(F1)은 

96.77%이였다[4].  [4]의 띄어쓰기와 품사 태깅의 결합 

모델을 적용한 경우, 띄어쓰기 96.86% (음절 단위 정확

도)와 품사 태깅 96.99%(F1)의 성능을 보였다. 본 논문

에서 제안하는 Latent Structural SVM을 확장한 결합 모

델을 띄어쓰기 추가 학습데이터 50만 문장과 함께 적용

한 경우 띄어쓰기 97.17%와 품사 태깅 97.10%를 보였으

며, 추가 학습데이터 180만 문장과 함께 적용한 경우 띄

어쓰기 97.33%와 품사 태깅 97.20%를 보였다. [4]의 결

합 모델과 비교하여, 본 논문에서 제안하는 결합 모델을 

사용할 경우 띄어쓰기와 품사 태깅 성능이 각각 0.47과 

0.21 만큼 향상 되었다.

표 1. 한국어 띄어쓰기 성능 (음절단위 정확도) 및 품

사 태깅 성능 (형태소 단위 F1-measure)

모델 띄어쓰기 품사태깅

입력 문장의 띄어쓰기 정확도가 100%인 경우

POS   tagging using S-SVM 

[4]
- 98.03

입력 문장의 띄어쓰기를 제거한 경우

Word spacing using S-SVM

+   POS tagging using 

S-SVM (pipeline) [4]

- 96.77

Joint model of word spacing 

and   POS tagging using 

S-SVM [4]

96.86 96.99

Jointly   Learning Model: 

띄어쓰기 50만 문장 추가
97.17 97.10

Jointly   Learning model: 

띄어쓰기 180만 문장 추가
97.33 97.20

5. 결론

본 논문에서는 파이프라인 방식의 문제를 해결하기 위

해 사용되는 일반적인 결합 학습 방법을 확장하여, 두 

작업이 동시에 태깅된 학습 데이터뿐만 아니라 한 작업

만 태깅된 학습데이터도 동시에 학습에 사용할 수 있는 

결합 학습 모델을 Latent Structural SVM을 확장하여 제

안하였다. 실험 결과, 기존의 한국어 띄어쓰기와 품사 

태깅 결합 모델의 품사 태깅 성능이 96.99%였으나, 본 

논문에서 제안하는 결합 학습 모델을 이용하여 대용량의 

한국어 띄어쓰기 학습데이터를 추가로 학습한 결과 품사 

태깅 성능이 97.20%까지 향상 되었다.
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