
1. 서론 
 

문서 요약이란 길이가 긴 문서에서 의미를 유지한 채 

짧은 문서나 문장으로 표현하여 사람이 이해하기 쉬운 

형태로 만드는 것을 의미한다. 딥러닝이 자연어처리에 

적용되기 전 요약 기술들은 어려운 요약 생성 보다는 문

서에서 중요한 문장만을 판단하여 추출하는 추출요약 위

주로 연구되었다[1]. 그러나 딥러닝의 sequence-to-

sequence 모델을 통한 end-to-end 방식의 자연어 생성 

기술들이 연구된 이후 해당 모델을 이용한 생성 요약 모

델들이 연구되었다[2,3]. 

Sequence-to-sequence 모델은 문장을 입력 받아 인코

더로 인코딩 한 뒤 해당 정보를 이용하여 디코더로 한 

단어씩 생성하여 문장을 출력하는 하나의 신경망으로 이

루어진 end-to-end 방식의 자연어 생성 모델이다[4,5]. 

Sequence-to-sequence 모델은 주로 RNN(Recurrent Neural 

Network)을 이용하고 성능 향상을 위해 주의 집중 방법

(attention mechanism)을 이용한다[6]. 주의 집중 방법은 

긴 입력 문장으로 인한 성능 저하를 해결하기 위한 기술

로 디코더에서 입력 단어들의 중요도를 계산하는 기술이

다. 이로 인해 sequence-to-sequence 모델은 긴 입력 문

장에서 높은 성능을 낼 수 있었으며 이후 다양한 자연어 

처리 기술에 응용 되었다. 응용 모델 중의 하나인 

Transformer 모델은 sequence-to-sequence 모델의 기본 

구조인 RNN을 변경하여 multi-head attention 기술만으로 

인코더와 디코더를 구성한 모델로 자연어 생성 문제에서 

높은 성능을 보여주었으며 해당 모델의 인코더를 이용한 

사전학습 모델인 BERT도 많은 자연어처리 태스크에서 연

구되고 있다[7,8]. 또 다른 응용 모델인 복사 메커니즘

(Copying mechanism)[9,10]은 자연어 생성 문제에서 발생

하는 Out-of-vocabulary(OOV) 문제와 학습데이터에서 거

의 학습되지 않는 고유명사 문제 등을 해결하기 위해 디

코더의 출력 위치에서 복사를 위한 또 다른 attention 

network를 이용하여 입력 단어들의 스코어를 계산하여 

입력 단어들을 해당 출력에 복사할 지를 결정한다. 

지도 학습은 기계학습에서 자주 쓰이는 학습 방법 중 

하나로 원하는 출력 결과를 얻기 위해 어떤 출력 결과가 

나와야 하는지 정해진 정답 학습데이터를 학습하게 된다. 

그러나 정답 학습데이터가 없거나 원하는 결과가 어떤 

연속적인 행위의 결과인 경우 지도 학습 방법으로는 학

습하기 어렵다는 문제가 있다. 강화 학습은 이러한 문제

에 적용하는 방법으로 연속적인 행위를 선택한 뒤 그 최

종 결과의 보상(reward) 점수를 높이는 방향으로 학습한

다. 

본 논문에서는 sequence-to-sequence 모델을 이용한 

생성 요약 모델의 성능을 높이기 위해 다음의 기술들을 

적용한다. Multi-head attention 기반의 transformer 모

델을 이용하여 sequence-to-sequence 모델의 인코더와 

디코더를 구성하고 인코더의 경우 최근 자연어처리에서 

높은 성능을 보이는 사전학습 모델인 BERT를 적용한다. 
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요 약 

문서 요약은 길이가 긴 원본 문서에서 의미를 유지한 채 짧은 문서나 문장을 얻어내는 작업을 의미한다. 

딥러닝을 이용한 자연어처리 기술들이 연구됨에 따라 end-to-end 방식의 자연어 생성 모델인 

sequence-to-sequence 모델을 문서 요약 생성에 적용하는 방법들이 연구되었다. 본 논문에서는 여러 자

연어처리 분야에서 높은 성능을 보이고 있는 BERT 모델을 이용한 자연어 생성 모델에 복사 메커니즘과 

강화 학습을 추가한 문서 요약 모델을 제안한다. 복사 메커니즘은 입력 문장의 단어들을 출력 문장에 복

사하는 기술로 학습데이터에서 학습되기 힘든 고유 명사 등의 단어들에 대한 성능을 높이는 방법이다. 강

화 학습은 정답 단어의 확률을 높이기 위해 학습하는 지도 학습 방법과는 달리 연속적인 단어 생성으로 

얻어진 전체 문장의 보상 점수를 높이는 방향으로 학습하여 생성되는 단어 자체보다는 최종 생성된 문장

이 더 중요한 자연어 생성 문제에 효과적일 수 있다. 실험결과 기존의 BERT 생성 모델 보다 복사 메커니

즘과 강화 학습을 적용한 모델의 Rouge score가 더 높음을 확인 하였다. 

 

주제어: 생성 요약, BERT, Copy mechanism, 강화 학습 
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디코더에서는 입력 문장의 고유명사 등이 출력 문장에서 

다시 등장하는 요약 생성 문제 특성에 따라 적용할 수 

있는 복사 메커니즘을 적용하며 이때 최신 복사 메커니

즘인 Pointer-Generator 모델을 적용한다[10]. 추가적으

로 sequence-to-sequence 모델의 지도학습의 문제점인 

학습과 실제 적용될 때의 디코더 입력 단어가 다른 문제

를 해결하기 위해 강화 학습을 적용한다. 

 

2. 관련 연구 
 

문서 요약은 크게 추출 요약과 생성 요약의 두가지 방

법론으로 연구되었다. 추출 요약은 원본 문서의 문장들 

중에서 중요하다고 판단되는 문장들을 추출하는 요약 방

법이고, 생성 요약은 원본 문서의 내용을 이해하여 중요

한 내용을 포함하는 새로운 요약문을 생성하는 요약 방

법이다[3]. [2]에서는 딥러닝을 이용한 자연어 생성 모델

인 sequence-to-sequence 모델을 이용하여 한국어 뉴스 

기사 생성 요약 모델을 제안하였다. [3]에서는 문서 요

약 생성의 성능을 높이기 위해 문서 요약 추출을 시행한 

후 추출 결과를 요약 생성 모델의 입력으로 넣어 요약문

을 생성하였다. 

BERT는 자연어처리를 위한 사전학습 모델 중 하나로 

자연어 생성 문제에서 좋은 성능을 보인 Transformer 모

델[7]의 인코더를 이용하여 언어 모델로 산전 학습한 것

이다. BERT는 연속적인 문장 쌍을 대용량 말뭉치로 사전 

학습하여 학습된 모델을 다른 자연어처리 태스크에 적용

하여 fine-tunining 한다는 특징이 있다. [11]과 [12]에

서는 BERT를 이용한 문서 요약 모델을 제안하였다. [11]

에서는 추출과 생성 모델의 인코더 부분을 BERT로 구성

하였고 생성 모델의 디코더는 GRU와 copying mechnism을 

적용하였다. [12]에서는 문서 요약을 위한 새로운 BERT 

사전 학습 방법을 제안하며 [11]과 마찬가지로 인코더는 

BERT로 구성하며 디코더는 Transformer의 디코더로 구성

하였다. 

복사 메커니즘(copying mechanism)은 자연어 생성 모

델에서 입력 단어가 출력 단어에 복사 될 수 있게 하는 

기술로 입력 문장과 출력 문장의 언어가 같거나 중요한 

고유 명사들이 출력 문장에서도 등장하는 문제에 적합한 

기술로 문서 요약 생성에 적용 될 수 있다. [2]에서는 

sequence-to-sequence 모델에 copying mechanism을 적용

한 문서 생성 요약 모델을 제안 하였다. 제안된 모델은 

기존의 모델보다 고유 명사등의 문제에 강건한 성능을 

보였다. [13]에서는 기계 번역 분야에서 좋은 성능을 보

인 Transformer 모델에 복사 메커니즘을 적용하여 문서 

요약 생성 모델을 제안하였다. 

강화 학습은 어떠한 연속적인 행위의 선택을 결정하기 

위해 정답을 학습하는 것이 아닌 최종 결과의 보상 점수

를 높이는 쪽으로 학습하는 기계학습 방법이다. [14]에서

는 sequence-to-sequence 모델의 특징 중 하나인 디코더

에서 현재의 출력 단어를 결정할 때 이전 출력단어에 의

존하는 모델의 문제점을 지적하였다. 현재 이러한 문제

점은 beam search 알고리즘을 이용하여 해결을 시도하고 

있으나 실제 모델의 학습에서는 디코더가 정답 입력 단

어를 학습한다는 문제가 있다. [14]에서는 디코더가 출력 

단어들을 결정하는 것을 행위 선택의 연속이라고 보고 

자연어 생성 모델에 강화 학습을 적용 하였다. [15]에서

는 마찬가지로 sequence-to-sequence 모델을 이용한 문

서 요약 생성 모델에 강화 학습을 적용하는 방법을 제안

하였다. 

본 논문은 BERT 인코더와 Transformer 디코더로 문서 

요약 모델을 제안한 [12]의 연구에 기반한다. [12]의 모

델에 추가적으로 copying mechanism을 적용하여 고유 명

사 등에 강한 요약 생성 모델을 제안하며 추가적으로 

sequence-to-sequence 모델의 문제점이었던 학습과 실제 

적용될때의 디코더 입력 단어가 다른 문제에 대해 [15]

의 강화 학습 방법을 적용하였다. 

 

3. 복사 메커니즘과 강화 학습을 적용한 BERT 기반

의 문서 요약 생성 모델 
 

 
그림 1. 복사 메커니즘을 적용한 BERT 기반의 문서 요약 

생성 모델 그림 

 

3.1 BERT 기반 Sequence-to-sequence 모델 
 

그림 1은 본 논문에서 제안하는 복사 메커니즘을 적용

한 BERT 기반의 문서 요약 생성 모델의 전체 그림이다. 

기존의 Transformer 기반의 sequence-to-sequence 모델

[7]에서 인코더 부분을 BERT로 대체하게 된다. 입력 문

장은 BERT 모델을 통해 인코딩 되며 BERT의 마지막 레이

어를 입력 문장의 인코딩 정보로서 활용한다. 해당 정보

를 가지고 Transformer 디코더가 디코딩을 수행하게 되

며 마지막 출력 단어 생성부분에서 복사 메커니즘이 적
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용되어 최종 출력 단어를 결정하게 된다 

 

3.2 Pointer-Generator 복사 메커니즘 모델 
 

복사 메커니즘(copying mechanism)은 [10]의 방법을 

적용하였다. Pointer-generator 모델의 수식은 다음과 같

이 표현 될 수 있다. 

 

Attention(𝑄, 𝐾, 𝑉) = softmax (
𝑄𝐾𝑇

√𝑑𝑘

) 𝑉 

𝑝gen = 𝜎(𝑊𝑔[ℎ𝑑𝑒𝑐 , Attention(𝑊𝑐
𝑄ℎ𝑑𝑒𝑐 , 𝑊𝑐

𝐾ℎ𝑒𝑛𝑐 , 𝑊𝑐
𝑉ℎ𝑒𝑛𝑐)]) 

𝑃𝑣𝑜𝑐𝑎𝑏(𝑤) = softmax(𝑊𝑜𝑢𝑡𝑝𝑢𝑡ℎ𝑑𝑒𝑐) 

𝑃(𝑤) =  𝑃𝑔𝑒𝑛𝑃𝑣𝑜𝑐𝑎𝑏(𝑤) + (1 − 𝑃𝑔𝑒𝑛) ∑ 𝑎𝑖
𝑡

𝑖:𝑤𝑖=𝑤
 

 

ℎ𝑑𝑒𝑐는 디코더의 히든 스테이트(hidden state)이며 복

사 메커니즘을 적용하지 않는 모델의 경우 여기에 가중

치 𝑊𝑜𝑢𝑡𝑝𝑢𝑡을 곱하고 softmax 함수를 적용하여 최종 출력 

단어의 확률 𝑃𝑣𝑜𝑐𝑎𝑏(𝑤)  을 계산하게 된다. Pointer-

generator 모델은 여기에 입력 단어들을 복사할 것인가

를 결정할 확률 𝑃𝑔𝑒𝑛을 soft switch로서 계산하게 된다. 

𝑃𝑔𝑒𝑛은 0과 1사이의 값으로 해당 디코딩 시간 t에서 복사 

스코어 𝑎𝑡를 또 다른 attention network로 구하여 해당하

는 출력 단어 확률에 𝑃𝑔𝑒𝑛을 곱하고 더하여 최종 출력 단

어 확률인 𝑃(𝑤)를 계산한다. 결과적으로 기존 출력 단어 

확률에 attention network를 이용하여 복사 스코어를 계

산한 뒤에 단순하게 더하여 복사 메커니즘을 구현한 [9]

와는 다르게 Pointer-generator 모델은 복사 스코어를 

계산한 뒤에 복사할 것인가를 soft switch 방식을 통해 

결정하도록 구현하여 좀더 정밀한 복사가 가능한 모델이

다. 

 

3.3 강화 학습 
 

본 논문에서는 sequence-to-sequence 모델을 이용한 

문서 요약 생성 모델에 강화 학습을 적용하였다. 강화 

학습은 기본적으로 행위를 정할 agent(딥러닝 모델)과 

해당 agent가 정한 action(행위)가 존재하고 이에 대한 

environment(환경)이 정해지면 보상(reward) 점수를 계

산한다. 이때 강화학습의 목표는 보상을 최대화 하도록 

agent를 수정하게 된다. 이를 sequence-to-sequence 모

델에 대응 시키면 agent는 sequence-to-sequence 모델이 

되고, action은 sequence-to-sequence 모델의 각 시간별 

출력 단어가 된다. Environment는 디코더가 생성해낸 문

장의 보상 점수를 계산하는 함수가 되며 여기서 보상은 

생성된 문장의 Rouge 스코어가 된다. 이에 따라 문서 요

약 생성을 위한 강화학습은 다음과 같은 수식으로 표현

될 수 있다. 

 

𝐿𝑚𝑙 =  − ∑ log p(𝑦𝑡
∗|𝑦1

∗, ⋯ , 𝑦𝑡−1
∗ , 𝑥)

𝑛′

𝑡=1

 

𝐿𝑟𝑙 = (𝑟(�̂�) − 𝑟(𝑦𝑠)) ∑ log p(𝑦𝑡
𝑠|𝑦1

𝑠, ⋯ , 𝑦𝑡−1
𝑠 , 𝑥)

𝑛′

𝑡=1

 

𝐿𝑚𝑖𝑥𝑒𝑑 =  𝛾𝐿𝑟𝑙 + (1 − 𝛾)𝐿𝑚𝑙 
 

𝐿𝑚𝑙은 기존의 지도학습 방식의 sequence-to-sequence 

모델의 목적함수로 각 디코딩 시간의 정답 출력 단어(y*)
에 대한 loss를 계산한다. 𝐿𝑟𝑙은 강화학습을 위한 목적함

수이다. 이때 r()은 보상을 계산하는 함수로 생성된 

sample 출력 문장의 rouge 1,2,L 스코어의 평균에서 

bigram과 unigram 단어의 반복 비율의 평균을 뺀 값을 

보상 점수로 계산한다. 강화학습을 위해 생성된 sample 

문장인 ys는 greedy search 알고리즘을 수정하여 출력 단

어 확률에서 sampling을 사용하여 구하고, variance를 줄

이기 위한 baseline인 �̂�은 greedy search 알고리즘을 이

용하여 구한다. 최종적으로 파라미터 𝛾를 이용하여 기존

의 지도학습 방법의 목적함수와 강화학습의 목적함수를 

결합하여 목적함수 𝐿𝑚𝑖𝑥𝑒𝑑를 실제 학습에 사용한다. 

 

4. 실험 결과 
 

본 논문에서 제안한 문서 요약 생성 모델의 성능을 평

가하기 위해 [3]에서 구축한 한국어 뉴스 기사(학습셋 

109,558 문서, 개발셋 3,786 문서, 평가셋 3,705문서)를 

사용하였다. BERT 모델은 [16]에서 사용된 ETRI의 

KorBERT를 사용하였다. 모델들은 모두 Pytorch로 구현하

였으며 요약 성능은 Rouge 스코어를 이용하여 측정 하였

다. [3,11]에서의 연구와 동일하게 추출요약을 수행하여 

추출요약의 결과를 입력 문장으로 사용하였다. 

 

표 1. 각 요약 생성 모델들의 성능표 

Model 𝛾 Beam R-1 R-2 R-L 

BERT 추출(MMR) 

+ BERT encoder 

+ GRU decoder 

+ Copy[11] 

- 5 32.85 15.78 29.44 

BERT 추출(MMR) 

+ BERT encoder 

+Transformer 

decoder 

0 

5 37.13 17.00 32.39 

10 37.08 17.19 32.51 

BERT 추출(MMR) 

+ BERT encoder 

+Transformer 

decoder 

+ Copy 

0 

5 37.27 17.37 32.48 

10 37.10 17.50 32.53 

BERT 추출(MMR) 

+ BERT encoder 

+Transformer 

decoder 

+ Copy 

+ Reinforce 

0.05 
5 37.06 17.43 32.47 

10 37.05 17.66 32.69 

0.1 
5 37.50 18.01 33.00 

10 37.29 17.97 33.03 

0.2 
5 37.01 17.53 32.56 

10 36.93 17.75 32.73 

0.3 
5 36.97 17.54 32.50 

10 37.09 17.79 32.82 

0.5 
5 37.19 17.67 32.64 

10 37.12 17.73 32.78 
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표 1은 각각의 요약 생성 모델들의 성능표이다. [11]

의 모델은 BERT 기반 인코더에 GRU decoder와 복사 메카

니즘을 사용한 모델이다. R-1, R-2, R-L은 Rouge-1, 

Rouge-2, Rouge-L 스코어를 나타낸다. BERT 기반 인코더 

와 Transformer 디코더를 사용한 모델의 경우 [11]의 모

델 보다 높은 성능을 보여 GRU 디코더 보다 Transformer 

디코더가 더 좋은 성능을 보임을 알 수 있다. 해당 요약 

생성 모델에 [10]의 Pointer-generator 방식의 복사 메

커니즘을 적용한 모델의 경우 0.02~0.37의 Rouge 성능 

향상을 보여 요약 생성 모델에서 복사 메커니즘이 유용

함을 확인하였다. 강화학습의 경우 학습 비율(3.3절의 

파라미터𝛾)을 조절해가며 실험하였다. 강화학습을 적용

하였을 때 전체적으로 비슷한 성능을 보였으나 강화학습 

비율 0.1에서 Rouge-1 37.50, Rouge-2 18.01, Rouge-L 

33.00로 적용하지 않은 모델보다 높은 Rouge 성능을 보

였다. 

표 2는 각 요약 모델별 생성 예제이다. Ground Truth

는 사람이 만든 정답 요약문이며 그 아래는 모델들의 

Beam size 별 요약문을 나타낸다. 복사 메커니즘이 적용

되지 않은 모델의 경우 Beam size 1일 때에는 ‘딸기/NNG 

제철/NNG 딸기/NNG 를/JKO’등의 잘못된 단어들을 생성

하는 것을 볼 수 있으며 Beam size 5일 때에도 ‘베리밀

크프로프로그래/NNP’라고 잘못된 단어를 생성하는 문제

점을 확인할 수 있다. 그러나 복사 메커니즘이 적용된 

모델의 경우 Beam size 1일 때에는 ‘베리밀크프로마쥬

/NNP’로 고유명사를 정확하게 생성해 내는 것을 볼 수 

있으며 그 아래 복사 확률(copy prob)에서 해당 단어를 

생성할 때 복사 확률이 높아지는 것을 볼 수 있고, 이는 

복사 메커니즘이 고유명사 등의 문제를 해결 할 수 있음

을 알 수 있다. Beam size 5의 경우 정답 요약문과 유사

한 문장을 생성해 냈으며 강화학습이 적용된 모델도 비

슷한 요약문을 만들어냈다. 

 

5. 결론 

 

본 논문에서는 BERT 모델과 Transformer 디코더를 결

합한 생성 요약 모델의 성능을 높이기 위해 복사 메커니

즘과 강화학습을 적용하였다. 실험 결과 복사 메커니즘

이 생성 요약 성능을 향상 시킬수 있음을 확인하였으며 

강화학습의 경우도 생성 요약 모델의 성능이 향상 될 수 

있음을 확인하였다. 

향후 연구로는, 본 논문에서 개발한 모델을 다른 자연

어처리 태스크에 적용해 볼 예정이다. 
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표 2. 각 요약 생성 모델들의 생성 예제 

 

Ground Truth  

'/SS 아시아/NNP 의/JKG 알프스/NNP '/SS 라고/JKQ 불리/VV 는/ETM 일본

/NNP 홋카이도/NNP 의/JKG 명물/NNG '/SS 르타오/NNP 치즈/NNG 케익/NNG 

'/SS 이/JKS 봄/NNG 딸기/NNG 를/JKO 만나/VV 았/EP 다/EF ./SF 

BERT 추출(MMR) 

+ BERT encoder 

+ Transformer decoder 

Beam size 1 

향긋/XR 하/XSA ㄴ/ETM 딸기/NNG 와/JC 달콤/XR 하/XSA ㄴ/ETM 맛/NNG 

이/JKS 일품/NNG 이/VCP ㄴ/ETM 르타오/NNP 가/JKS 싱그럽/VA ㄴ/ETM 봄

/NNG 에/JKB 잇/VV 어/EC 이번/NNG 에/JKB 는/JX 딸기/NNG 제철/NNG 딸기

/NNG 를/JKO 출시/NNG 하/XSV 았/EP 다/EF ./SF 

Beam size 5 

르타오/NNP 코리아/NNP 가/JKS 봄/NNG 시즌/NNG 을/JKO 맞/VV 아/EC 새

콤달콤/XR 하/XSA ㄴ/ETM 딸기/NNG 가/JKS 듬뿍/MAG 올라가/VV ㄴ/ETM 

'/SS 베리밀크프로프로그래/NNP '/SS 를/JKO 출시/NNG 하/XSV 았/EP 다

/EF ./SF 

BERT 추출(MMR) 

+ BERT encoder 

+ Transformer decoder 

+ Copy 

Beam size 1 

봄/NNG 을/JKO 맞/VV 아/EC 고소/XR 하/XSA ㄴ/ETM 딸기/NNG 를/JKO 가

득/MAG 담/VV 은/ETM 신/XPN 제품/NNG '/SS 베리밀크프로마쥬/NNP '/SS 

가/JKS 출시/NNG 되/XSV 어/EC 눈길/NNG 을/JKO 끌/VV ㄴ다/EF ./SF 

Beam size 1 

(copy prob) 

봄/NNG_:0.526 을/JKO_:0.000 맞/VV_:0.000 아/EC_:0.000 고:0.819 

소:0.135 /X:0.004 R_:0.000 하/XSA_:0.000 ㄴ/ETM_:0.000 딸:0.982 기

/NNG_:0.999 를/JKO_:0.002 가득/MAG_:0.005 담/VV_:0.000 은

/ETM_:0.000 신/XPN_:0.150 제품/NNG_:0.000 '/SS_:0.129 베:0.999 

리:0.865 밀:0.970 크:0.989 프로:1.000 마:0.997 쥬:1.000 /NNP_:0.992 

'/SS_:0.256 가/JKS_:0.001 출시/NNG_:0.007 되/XSV_:0.000 어

/EC_:0.000 눈길/NNG_:0.001 을/JKO_:0.000 끌/VV_:0.000 ㄴ다

/EF_:0.000 ./SF_:1.000 [SEP]:1.000 

Beam size 5 

딸기/NNG 덕후/NNG 들/XSN 의/JKG 취향/NNG 을/JKO 저격/NNG 하/XSV ㄹ

/ETM 르타오/NNP 치즈/NNG 신/XPN 제품/NNG 이/JKS 나오/VV 았/EP 다

/EF ./SF 

BERT 추출(MMR) 

+ BERT encoder 

+ Transformer decoder 

+ Copy 

+ Reinforce 

Beam size 5 

딸기/NNG 덕후/NNG 들/XSN 의/JKG 취향/NNG 을/JKO 저격/NNG 하/XSV ㄹ

/ETM 르타오/NNP 케익/NNG 신/XPN 제품/NNG 이/JKS 출시/NNG 되/XSV 었

/EP 다/EF ./SF 
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