
1. 서론 

 

개체명 인식(Named Entity Recognition)은 입력 문장

에서 인명, 지명, 기관명 등과 같이 고유한 의미를 갖는 

단어를 찾아 개체명을 분류하는 작업이다. 대부분의 개

체명 인식 연구에서는 개체명 인식 문제를 순차적 레이

블링(Sequence Labeling) 문제로 간주하여 해결했다. 최

근 딥러닝을 활용한 연구가 활발히 수행되면서 순차적 

레이블링 문제에 RNN(Recurrent Neural Network) 기반 계

층과 CRF(Condition Random Fields)를 결합한 연구가 좋

은 성능을 보였다. 그러나 CRF의 시간 복잡도는 분류해

야 하는 클래스(Class) 개수의 제곱에 비례하기 때문에 

세부 분류 개체명과 같이 태그 개수가 많은 작업에는 적

합하지 않다. 또한 순차적 레이블링으로 해결 가능한 형

태소 분석에서 단순히 RNN에 Softmax만을 적용한 모델이 

RNN과 CRF를 결합한 모델 보다 좋은 성능을 보이는 연구

도 있었다[1]. 본 논문에서는 CRF의 단점을 보완한 

LAN(Label Attention Network)를 활용하여 음절 단위 한

국어 개체명 인식 모델을 제안한다. 

 

2. 관련 연구 

 

최근 개체명 인식 연구에는 딥러닝을 활용하는 방법이 

주를 이루고 있다. 특히 딥러닝 기법 중 순차적 레이블

링에 좋은 성능을 보이는 양방향(Bidirectional) RNN과 

CRF를 결합한 모델인 BiLSTM(Long Short-Term Memory)-

CRF 또는 BiGRU(Gated Recurrent Unit)-CRF 모델이 개체

명 인식에서 좋은 성능을 보였다[2-5]. 한편, 대용량 말

뭉치를 이용해 학습한 언어 모델이 다양한 자연어 처리 

분야에서 좋은 성능을 보이고 있다. 한국어 개체명 인식

에서도 언어 모델을 대용량 말뭉치로 학습시킨 후 활용

한 연구가 진행되었다[6-8]. [6]은 트랜스포머

(Trnasformer)[9]와 셀프 어텐션 매커니즘(Self-

Attention Mechanism)을 이용하여 문장에서 임의로 단어

를 마스킹(Masking)하고 예측하도록 학습한 

BERT(Bidirectional Encoder Representation from 

Transformers)[10]를 활용하여 개체명 인식을 수행했다. 

[7]은 BERT와 달리 임의의 단어가 매 학습마다 동적으로 

마스킹 되도록 개선한 RoBERTa[11]를 활용하여 개체명 

인식을 수행했다. [8]은 단어 임베딩(Embedding) 파라미

터(Parameter)의 크기 부담을 줄이고, 기존 BERT 모델의 

파라미터 공유를 통해 학습 효율을 높인 ALBERT[12]를 

활용하여 개체명 인식을 수행했다. BERT의 후속 연구로 

ELECTRA(Efficiently Learning an Encoder that 

Classifies Token Replacements Accurately)[13]는 

Generator에서 임의의 단어를 마스킹하고 예측하도록 학

습한 다음, Discriminator에서 생성한 단어 열에 대해서 

각 단어가 원래 입력과 동일한 것인지 치환된 것인지 예

측하도록 학습한다. 본 논문에서는 음절 표현을 위해 음

절 단위 한국어 ELECTRA를 이용하고 LAN을 결합하여 음

절 단위 개체명 인식을 수행한다. 
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그림 1은 본 논문에서 제안하는 개체명 인식 모델의 

전체 구조이며 ELECTRA, LAN 계층으로 구성되어 있다. 

ELECTRA에서 입력 데이터를 받아 음절 표현 벡터

(Vector)를 생성하고 LAN 계층에서 음절 표현 벡터를 이

용하여 각 음절과 개체명 임베딩과의 Multi-head 

Attention Mechanism[9]을 통해 가장 연관성 있는 개체

명을 출력한다. 

 

3.1 LAN 계층 
 

LAN 계층에서는 ELECTRA의 출력인 각 음절 벡터와 개

체명 레이블 임베딩 간의 연관성을 계산하여 각 음절에 

대한 개체명을 예측한다. 그림 1에서 𝐶𝐶𝑖𝑖는 ELECTRA의 출

력인 음절 벡터이다. 첫번째 계층에서는 문맥 정보를 반

영하기 위해 음절 벡터를 양방향 LSTM으로 인코딩한 후 

연결하여 사용하며 수식은 다음과 같다. 

 

ℎ�⃗ 𝑖𝑖1 = 𝐿𝐿𝐿𝐿𝐿𝐿𝐿𝐿(𝐶𝐶𝑖𝑖 , ℎ�⃗ 𝑖𝑖−11 )  

ℎ⃖�𝑖𝑖1 = 𝐿𝐿𝐿𝐿𝐿𝐿𝐿𝐿(𝐶𝐶𝑖𝑖 , ℎ⃖�𝑖𝑖−11 )  

ℎ⃡𝑖𝑖1 = [ℎ�⃗ 𝑖𝑖1;  ℎ⃖�𝑖𝑖1] (1) 

𝐻𝐻1 = {ℎ⃡𝐶𝐶𝐶𝐶𝐶𝐶1 , ℎ⃡11, … , ℎ⃡𝐶𝐶𝑆𝑆𝑆𝑆1 }  

 

수식 (1)에서 ℎ�⃗ 𝑖𝑖1는 정방향 은닉 상태(Forward Hidden 

State)이며 ℎ⃖�𝑖𝑖1는 역방향(Backward) 은닉 상태이다. ℎ⃡𝑖𝑖1는 

𝑖𝑖번째 단계에서 양방향 은닉 상태를 연결한 벡터이다. 

𝐻𝐻1는 양방향 문맥 정보가 반영된 각 단어를 나타내는 벡

터이다. 다음으로, 𝐻𝐻1과 그림 1의 개체명 임베딩인 

𝐸𝐸(𝑁𝑁𝐸𝐸) = {𝐸𝐸(𝑁𝑁𝐸𝐸1),𝐸𝐸(𝑁𝑁𝐸𝐸2), … ,𝐸𝐸(𝑁𝑁𝐸𝐸𝑛𝑛)} 사이의 연관성을 계

산하기 위해 Multi-head Attention을 사용하며 수식은 다

음과 같다. 

 

ℎ𝑒𝑒𝑒𝑒𝑒𝑒𝑗𝑗 = 𝐴𝐴𝐴𝐴𝐴𝐴𝑒𝑒𝐴𝐴𝐴𝐴𝑖𝑖𝐴𝐴𝐴𝐴�𝑄𝑄𝑊𝑊𝑗𝑗
𝑄𝑄 ,𝐾𝐾𝑊𝑊𝑗𝑗

𝐾𝐾 ,𝑉𝑉𝑊𝑊𝑗𝑗
𝑉𝑉� = 𝛼𝛼𝑗𝑗 ∗ 𝑉𝑉𝑊𝑊𝑗𝑗

𝑉𝑉  

𝑄𝑄 =  𝐻𝐻1,𝐾𝐾 = 𝑉𝑉 = 𝐸𝐸(𝑁𝑁𝐸𝐸) (2) 

𝛼𝛼𝑗𝑗 = 𝑠𝑠𝐴𝐴𝑠𝑠𝐴𝐴𝑠𝑠𝑒𝑒𝑠𝑠(
𝑄𝑄𝑊𝑊𝑗𝑗

𝑄𝑄 ∗  (𝐾𝐾𝑊𝑊𝑗𝑗
𝐾𝐾)𝑇𝑇

�𝑒𝑒ℎ
) 

 

𝐴𝐴(𝐶𝐶𝑖𝑖) = [ℎ𝑒𝑒𝑒𝑒𝑒𝑒1; ℎ𝑒𝑒𝑒𝑒𝑒𝑒2; … ; ℎ𝑒𝑒𝑒𝑒𝑒𝑒𝑘𝑘]  

 

수식 (2)에서 𝑊𝑊𝑗𝑗
𝑄𝑄 ,  𝑊𝑊𝑗𝑗

𝐾𝐾 ,𝑊𝑊𝑗𝑗
𝑉𝑉은 𝑘𝑘개의 head 중 𝑗𝑗번째 

head의 가중치 파라미터이며, 사용한 개체명 임베딩은 

랜덤 초기화(Random Initialize)하여 사용한다. 가중치 

파라미터와 개체명 임베딩은 학습 과정에서 미세 조정

(Fine-tuned)된다. 𝑒𝑒ℎ는 정규화 값이며 개체명 임베딩 

크기와 동일하다. 또한 𝐴𝐴(𝐶𝐶𝑖𝑖)는 어텐션 벡터이며 각 음절

에 대한 개체명 분포가 강조된 벡터를 나타낸다. 두번째 

계층에서는 첫번째 LSTM의 출력인 𝐻𝐻1와 어텐션 벡터 

𝐴𝐴(𝐶𝐶𝑖𝑖)를 연결(Concatenation)하여 양방향 LSTM으로 인코

딩하며 수식은 다음과 같다. 

 

ℎ�⃗ 𝑖𝑖2 = 𝐿𝐿𝐿𝐿𝐿𝐿𝐿𝐿([𝐻𝐻1;𝐴𝐴(𝐶𝐶𝑖𝑖)], ℎ�⃗ 𝑖𝑖−12 )  

ℎ⃖�𝑖𝑖2 = 𝐿𝐿𝐿𝐿𝐿𝐿𝐿𝐿([𝐻𝐻1;𝐴𝐴(𝐶𝐶𝑖𝑖)], ℎ⃖�𝑖𝑖−12 )  

ℎ⃡𝑖𝑖2 = [ℎ�⃗ 𝑖𝑖2;  ℎ⃖�𝑖𝑖2] (3) 

𝐻𝐻2 = {ℎ⃡𝐶𝐶𝐶𝐶𝐶𝐶2 , ℎ⃡12, … , ℎ⃡𝐶𝐶𝑆𝑆𝑆𝑆2 }  

 

다음으로, 𝐻𝐻2 과 𝐸𝐸(𝑁𝑁𝐸𝐸) 에 대하여 Scaled dot-

Product[9]를 수행하며 수식은 다음과 같다. 

 

𝐴𝐴(𝑁𝑁𝐸𝐸𝑖𝑖) =
𝑄𝑄 ∗  𝐾𝐾𝑇𝑇

�𝑒𝑒ℎ
 

 

𝑄𝑄 =  𝐻𝐻2,𝐾𝐾 = 𝐸𝐸(𝑁𝑁𝐸𝐸) (4) 

 

수식 (4)에서 계산된 각 음절 벡터와 개체명 임베딩의

그림 1 개체명 인식 모델 전체 구조도 
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내적 값인 𝐴𝐴(𝑁𝑁𝐸𝐸𝑖𝑖)를 이용하여 개체명은 다음과 같이 

예측된다. 

 

𝑁𝑁𝐸𝐸� = 𝑒𝑒𝑎𝑎𝑎𝑎𝑠𝑠𝑒𝑒𝑠𝑠(𝑠𝑠𝐴𝐴𝑠𝑠𝐴𝐴𝑠𝑠𝑒𝑒𝑠𝑠(𝐴𝐴(𝑁𝑁𝐸𝐸𝑖𝑖))) (5) 

 

3.2 학습 방법 

 

본 논문에서는 학습을 위해 모델이 예측한 각 음절의 

개체명과 정답 개체명 간의 크로스 엔트로피를 최소화하

도록 학습하며 수식은 다음과 같다. 

 

𝐻𝐻𝑁𝑁𝑆𝑆� = −�𝑁𝑁𝐸𝐸�𝑖𝑖  log (𝑁𝑁𝐸𝐸𝑖𝑖)
𝑖𝑖

 (6) 

 

4. 실험 및 결과 

 

본 논문에서 사용한 음절 단위 ELECTRA는 20GB의 한국

어 위키피디아, 뉴스 데이터를 사용하여 사전 학습한 모

델이다. 또한 실험 데이터로 ETRI의 엑소브레인 언어분

석 말뭉치를 이용하였다. 학습 데이터는 9만개, 평가 데

이터는 1만개로 구성되어 있다. 개체명 종류는 총 15개

로 다음 표 1과 같다. 

 

표 1 개체명 종류 

개체명 분류 표기 

인물 PS 

지역 LC 

기관 OG 

인공물 AF 

날짜 DT 

시간 TI 

문명 CV 

동물 AM 

식물 PT 

수량 QT 

학문분야 FD 

이론 TR 

사건 EV 

물질 MT 

용어 TM 

 

표 2은 본 논문에서 사전 학습한 음절 단위 ELECTRA와 

결합하는 각 모델에 따른 ETRI 데이터의 성능 비교이다. 

 

표 2 모델에 따른 성능 비교 

Model F1-score 

ELECTRA + LSTM + Softmax 0.9249 

ELECTRA + LSTM + CRF 0.9251 

ELECTRA + LAN 0.9278 

 

 

표 2에서 ELECTRA+LSTM+Softmax는 ELECTRA의 

출력인 음절 벡터를 양방향 LSTM으로 인코딩한 후 

Softmax를 이용하여 개체명 인식을 수행한 모델이며, 

ELECTRA+LSTM+CRF은 ELECTRA 출력을 양방향 

LSTM으로 인코딩 후 CRF를 이용하여 개체명 인식을 

수행한 모델이다. ELECTRA+LAN은 본 논문에서 제안하

는 방법인 ELECTRA의 출력을 양방향 LSTM으로 인코

딩 후 Multi-head Attention 기법으로 개체명 임베딩과 

각 음절의 연관성을 계산하여 개체명 인식을 수행한 모

델이다. 

실험 결과, 본 논문에서 제안한 ELECTRA와 LAN을 

결합한 모델이 가장 좋은 성능을 보였다. 

표 3은 제안 모델과 동일한 데이터를 사용한 기존 모

델의 성능 비교이다. 

 

표 3 기존 모델과 제안 모델의 성능 비교 

Model F1-score 

BERT + CRF[6] 0.9158 

ALBERT + LSTM + CRF[8] 0.9187 

RoBERTa + LSTM + CRF[7] 0.9194 

ELECTRA + LAN(Ours) 0.9278 

 

표 3에서 [6]은 BERT의 출력 값에 CRF를 적용한 모

델이다. [7, 8]은 각각 RoBERTa와 ALBERT의 출력 값

을 양방향 LSTM으로 인코딩 한 후 CRF를 적용한 모델

이다. 실험 결과, 본 논문에서 제안한 ELECTRA와 LAN

을 결합한 모델이 가장 좋은 성능을 보였다. 

표 4는 LAN과 CRF의 문장 처리 속도 비교이다. 

 

표 4 LAN과 CRF의 속도 비교 

Model 문장 처리 개수(문장/초) 

ELECTRA + LSTM + CRF 195 

ELECTRA + LAN 260 

 

표 4에서 CRF 모델은 초당 195개의 문장을 처리할 수 

있고, LAN 모델은 초당 260개의 문장을 처리할 수 있다. 

따라서 LAN 모델이 CRF 모델보다 효율적인 시간 복잡

도를 보인다. 

 

5. 결론 및 향후연구 

 

본 논문에서는 언어 모델인 ELECTRA를 음절 단위의 한

국어 대용량 말뭉치로 사전 학습하여 활용하고, LAN을 결

합하여 기존에 개체명 인식에서 가장 높은 성능을 보이

던 LSTM과 CRF를 결합한 모델 보다 좋은 성능을 보인다. 

향후 연구로 세부 분류 개체명 인식을 수행하여 LAN과 

CRF에 대하여 개체명 종류가 증가함에 따른 시간 분석도 

및 성능을 비교하는 실험을 진행할 예정이다. 
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