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요  약

딥러닝(Deep-learning) 기반의 자연어 이해(Natural Language Understanding) 기술들은 최근에 상당한 
성과를 성취했다. 하지만 딥러닝 기반의 자연어 이해 기술들은 내적인 동작들과 결정에 대한 근거를 설명
하기 어렵다. 본 논문에서는 벡터를 그래프로 변환함으로써 신경망의 내적인 의미 표현들을 설명할 수 있
도록 한다. 먼저 인간과 기계 모두가 이해 가능한 표현방법의 하나로 그래프를 주요 표현방법으로 선택하
였다. 또한 그래프의 구성요소인 노드(Node) 및 엣지(Edge)의 결정을 위한 Element-Importance Inverse
-Semantic-Importance(EI-ISI) 점수와 Element-Element-Correlation(EEC) 점수를 심층신경망의 훈련방
법 중 하나인 드랍아웃(Dropout)을 통해 계산하는 방법을 제안한다. 다양한 실험들을 통해, 본 연구에서 
제안한 벡터-그래프(Vector2graph) 변환 프레임워크가 성공적으로 벡터의 의미정보를 유지하면서도, 설명 
가능한 그래프를 생성함을 보인다. 더불어, 그래프 기반의 새로운 시각화 방법을 소개한다.

주제어: 그래프, 벡터, 드랍아웃, 설명 가능성

1. 서론
딥러닝(Deep-learning) 기반의 자연어 이해 분야는 최

근 혁혁한 성과들을 보여주었다[1, 2, 3]. 그러나, 심층

신경망(Deep Neural Network) 접근법들이 우수한 성능을 

보이고는 있으나, 신경망 내부가 고차원 벡터들의 복잡

한 연결로 구성되기 때문에, 모델 내부 처리 과정과 예

측 결과들에 대해 설명하는 것은 상대적으로 매우 어렵

다. 이러한 설명가능성 부재는 자연어 이해를 포함한 딥

러닝 기반 자연어 처리 기술의 오류분석 및 유지관리의 

비효율성을 증가시키며, 결과적으로 빠른 오류수정이 필

요한 상업제품들에의 적극적인 적용을 어렵게 한다.

기존의 연구들은 모델 내부의 상태를 사람이 이해할 

수 있는 형태의 데이터 모달리티(Modality)로 변환하는 

방식을 통해, 설명력을 확보하고자 하였다. 몇몇 연구들

[4, 5]은 모달리티로써 설명력 있는 텍스트들을 생성한

다. 반면 다른 연구들[6, 7, 8]은 히트맵(Heatmap), 색

상(Color), 이미지 패치(Image Patch)와 같은 시각적 마

커(Visual Marker)를 제공한다.

본 논문은 설명 모달리티로써 심층신경망 내부의 벡터

를 통해 변환되는 그래프(Graph)의 사용을 제안한다.

* 교신 저자(Corresponding Author)

그림 1 벡터-그래프 변환 프레임워크의 구조

- 427 -



제32회 한글 및 한국어 정보처리 학술대회 논문집 (2020년)

그림 2 벡터-그래프 변환 프레임워크의 전반적인 구조

  본 연구에서는, 인간과 기계가 모두 이해 가능한 구조

의 하나로 노드(Node)와 엣지(Edge)로 구성되는 그래프 

가 가장 표현력이 높고 전-후처리가 용이한 표현 형태임

을 가정하고, 심층신경망의 내부 벡터가 그래프로 변환

되는 방법론을 연구하였다. 인간이 그래프를 시각화하고 

분석하는 것은 가공되지 않은 벡터(Raw Vector) 형태의 

표현을 다루는 것보다 상대적으로 쉽다. 또한 그래프 구

조를 처리하는 많은 알고리즘들이 컴퓨터 과학과 수학 

분야에서 개발되었기에 그래프 구조는 기계에 의해 쉽게 

처리될 수 있으며, 더 나아가 그래프 기반 분석 방법은 

블랙박스(Black-box) 신경망의 내부 동작을 설명하는 새

로운 가능성을 열 수도 있을 것이다.

본 논문에서는 딥러닝 기반 모델의 설명력을 제공하기 

위해 벡터를 그래프로 간결하게 변환할 수 있는 벡터-그

래프 변환 프레임워크(Vector2graph Framework)를 제안

한다 (그림 1). 제안하는 프레임워크를 위해 모델 예측 

단계에서 목표 벡터의 동적 움직임을 조사하기 위한 효

과적인 섭동(Perturbation) 기법으로 드랍아웃(Dropout)

[10]을 검토한다. 동적으로 섭동하는 움직임은 그래프 

표현을 구성하기 위한 새로운 정보를 제공한다.

본 연구에서는 그래프의 노드와 엣지를 구성하기 위해 

벡터 차원 중요도를 측정하는 EI-ISI(Element-Importanc

e Inverse-Semantic-Importance) 점수를 제안하고 모든 

벡터들 사이의 상호관계 정도를 나타내는 EEC(Element-E

lement-Correlation) 점수를 제안한다.

제안한 방법론의 타당성을 검증하기 위해 설계된 의도 

분류(Intent Classification)[11] 실험 결과들은 제안한 

변환 프레임워크가 벡터들로부터 핵심 구조를 추출하며 

벡터를 그래프로 성공적으로 변환함을 증명한다. 마지막

으로 다양한 그래프 기반 시각화 방법을 소개한다.

2. 관련 연구
최근 몇 년간 딥러닝의 설명 가능성을 제공하기 위해 

많은 연구들이 진행되었다. 이 연구들은 시스템이 무엇

에 집중하고 어떻게 결정을 내리는지를 인간이 이해할 

수 있도록 도와주는 모달리티의 종류에 의해 분류될 수 

있다.

몇몇 연구들은 예측 결과들을 설명할 수 있는 텍스트

를 생성한다[4, 5]. [4]는 텍스트 기반 설명 데이터 셋

을 구축하고 테스트 기간 동안 설명을 통합하는 모델을 

구현했다. [5]는 인간이 읽을 수 있는 설명을 얻기 위한 

방법으로 사용자가 작성한 평가 및 세분화된 요약을 제

공하는 웹사이트를 통해 데이터 셋을 구축했다. 몇몇 다
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른 연구들은 내부 결정 또는 결과들의 증거를 강조하기 

위해 시각적 마커들을 사용했다[6, 7, 8]. [6]은 이미지 

패치를 사용하여 해석 가능한 표현을 넘어서 해석 가능

한 모델을 식별하려는 시도를 했다. [7]은 히트맵을 사

용하여 시스템이 무엇에 집중하고 있는지 이해할 수 있

도록 도왔다. [8]은 Constituency Parsing Tree를 설명

하기 위해 긍정/부정 마커들을 도입했다. 

이전 방법들과 달리 설명 가능성을 제공하기 위해 본 

연구에서는 그래프 모달리티를 도입한다. 이와 관련하

여, 직접적으로 벡터 임베딩을 그래프로 변환하려는 시

도가 있었다. [9]는 이미지 처리 중에 합성곱 신경망(CN

N)에 의해 생성되는 임베딩의 그래프 표현을 얻기 위한 

방법론을 제안했다. 이와 달리, 본 논문에서는 드랍아웃

을 사용하여 벡터의 동적 움직임을 생성하고 그래프를 

구성한다.

3. 벡터-그래프 변환 프레임워크(Vector2graph Fra

mework)
본 논문에서 제안하는 벡터-그래프 변환 프레임워크는 

학습이 완료된 모델의 학습 파라미터에 대한 간섭 없이 

벡터들의 동적 움직임을 분석함으로써 예측 단계에서 임

베딩 벡터를 그래프로 변환한다. 이를 위해서 우리는 다

음의 세 가지 문제를 고려하였다.

Ÿ 입력과 일치하는 목표 벡터의 동적 움직임을 생성하

는 방법

Ÿ 그래프의 노드와 엣지를 구성하기 위한 정보 추출의 

수단으로써 벡터의 동적 움직임을 분석하는 방법

Ÿ 벡터 표현법의 의미정보를 유지하면서 그래프로 변

환하는 방법

위의 문제들을 해결하기 위해 제안한 프레임워크는 벡

터의 동적 움직임 생성기, 벡터의 동적 움직임 분석기, 

그래프 변환기의 세 가지 컴포넌트(Component)로 구성된

다.

3.1 벡터의 동적 움직임 생성기

[10]에서 제안한 드랍아웃은 신경망 훈련 중에 과대적

합을 피하기 위해 확률적으로 일부 뉴런의 출력을 생략

하는 기법이다. 드랍아웃은 신경망에 무작위성(Randomne

ss)을 제공함으로써 학습의 안정성과 정확성을 향상시킨

다.

본 논문에서는 드랍아웃을 효과적인 섭동 기법의 관점

에서 검토한다. 성공적으로 훈련되는 신경망은 드랍아웃

의 무작위성을 통해 벡터 표현을 생성함으로써 훈련 단

계에서 목적 함수에 맞는 입력 표현을 생성한다. 이는 

특정 벡터 요소(Vector Element)가 무작위 섭동에도 살

아남아 주어진 입력을 일관되게 표현한다는 것을 의미하

고 이러한 요소들이 다른 요소들에 비해 안정적이어야만 

한다는 것을 의미한다.

이러한 가정에 근거하여 본 연구에서는 표현력이 높은 

벡터 요소들을 추출하기 위한 방법으로 예측 단계에서 

드랍아웃을 사용한다. 벡터의 동적 움직임을 생성하는 

과정은 다음과 같다. 

1) 신경망 학습. 신경망은 드랍아웃이 적용되어 학습

된다. 본 연구에서 사용된 신경망의 구조는 그림 2와 같

다.

2) 변환할 벡터 선정. 변환될 벡터는 드랍아웃 층보다 

출력 층에 더 가까워야 한다. 본 연구에서는 평면화 된 

클래스별 벡터(Flattened Class-wise Vector) 아래층의 

출력 벡터를 변환할 벡터로 선택하였다 (그림 2에서의 t

arget vectors). 

3) 섭동 기법을 통한 다양한 벡터 임베딩 생성. 전형

적인 예측 단계에서는 드랍아웃이 적용되지 않기 때문에 

모델의 출력은 항상 동일하다. 하지만 본 연구에서는 예

측 단계에서도 드랍아웃을 적용하여 동일한 입력에 대해 

서로 다른 벡터 표현을 생성한다.

3.2 벡터의 동적 움직임 분석기

동일한 입력에 대해서 섭동으로 인해 생성된 서로 다

른 벡터 표현들 중에서 가장 대표적이고 중요한 정보를 

포함하는 벡터 요소는 다른 요소보다 더 안정적이다. 따

라서 본 연구에서는 표준편차(Standard Deviation)를 기

반으로 안정성을 측정하는 EI-ISI(Element-Importance I

nverse-Semantic-Importance) 점수를 제안한다.

같은 입력 에 대해 드랍아웃을 통해 생성된 개의 

서로 다른 벡터들은  
   

  
   

 와 같이 표현

할 수 있다. 이 때,  
 는 전체 차원의 크기가 인 벡

터들 중에서 번째로 생성된 벡터의 번째 요소이다. 우

리는 다음과 같이 표본 표준편차 
 를 통해 동일한 입력

에 대한 각 요소의 동적 움직임을 측정한다.







  







 





  




 




동일한 입력에 대해 중요한 요소는 안정적일 것이라는 

가정에 근거하여 위의 수식에서 
 값이 크다면 해당 입

력에서 중요하지 않은 요소라는 의미를 갖는다. 이를 측

정하는 과정은 그림 2에 표시되어 있다.
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# of 
trains

# of 
devs

# of 
tests

# of 
intents

Weather 6,993 3,009 2,998 14
Navigation 5,601 - 2,402 8
M2M-M 3,321 1,033 2,291 29
M2M-R 10,653 2,443 5,707 36
Multilingual-en 30,521 4,181 8,621 12
Multilingual-es 3,617 1,983 3,043 12
Multilingual-th 2,156 1,235 1,692 12

표 2 의도분류 실험에 사용된 데이터 셋 통계

Weather Navigation M2M-M M2M-R Multilingual-en Multilingual-es Multilingual-th

BERT (text) 0.995 0.996 0.900 0.883 0.989 0.918 0.890

Graph 0.993 0.992 0.897 0.874 0.990 0.950 0.893

Graph w/o edges 0.990 0.990 0.895 0.874 0.990 0.947 0.896

표 1 의도분류 실험 결과

유사하게 우리는 전체 입력에 대한 번째 요소의 표

준편차 를 구할 수 있다. 같은 입력 에 대한 번째 

요소의 표준편차 
 와 모든 입력에 대한 번째 요소의 

표준편차 를 비교하는 것은 중요한 통찰을 가져온다. 

값이 작다면 다른 입력들에서도 중요한 요소일 수 있

기 때문에 해당 입력 에서는 중요한 요소가 아닐 수 있

다. 따라서 우리는 입력 에 대한 번째 요소의 중요도

를 측정하기 위해 Element-Importance Inverse-Semantic

-Importance(EI-ISI) 점수를 다음과 같이 정의한다.


 




 





본 연구에서는 벡터의 특정 차원 요소 1개가  변환된 

그래프의 노드 1개에 해당한다고 가정한다. 예를 들어, 

목표 벡터가 100차원이라면, 100개의 노드로 구성된 그

래프가 만들어 진다.

그래프를 구성하기 위해서는 각 노드간의 관계를 표현

하는 엣지 정보가 필요하다. 이를 위해 우리는 생성된 

벡터들 각 요소의 상관관계를 사용하는 Element-Element 

Correlation(EEC) 점수를 정의한다. 특정 입력을 표현하

는데 사용되는 표현력이 높은 벡터 요소들은 동시에 움

직이므로 핵심 요소간의 움직임이 서로 연관되어야 한다

는 것이 EEC 점수를 고안하게 만든 배경이다. 예를 들

어, 바람에 흔들리는 나무를 상상할 때, 나무 외곽의 가

지들과 잎들의 움직임에는 일관성이 없을 것이다. 그러

나, 나무의 기둥에 가까운 주요가지들은 바람이 불 때 

같은 방향으로 흔들릴 것이다. 섭동 기법에 의해 생성된 

벡터의 동적 움직임도 이와 유사할 것이라고 생각할 수 

있다. EEC 점수는 다음과 같이 정의된다.


  

 
 

위의 수식에서 
 는 입력 에 대한 표본들( 

 )을 의

미하고 은 피어슨 상관계수를 의미한다. 피어슨 상관

계수는 생물학적 네트워크 분석에서 부호가 없는(Unsign

ed) 유전자 공동 발현 유사성(Gene Co-Expression Simil

arity)으로도 알려져 있다[12]. 생물학에서 유전자 공동 

발현 유사성은 유전자들 사이의 엣지 정보로 사용된다. 

이는 우리의 방법론과 같다.

3.3 그래프 변환기

본 연구에서 제안하는 그래프 변환기는 목표 벡터의 

각 요소를 그래프의 노드와 일치한다고 가정하고 각 요

소의 중요도를 나타내는 EI-ISI 점수 값을 할당한다. 이 

때, 그래프의 노드와 벡터 요소가 일치하기 때문에 EI-I

SI 점수는 그래프에서 각 노드의 중요도를 나타나게 된

다. 또한 각 노드의 관계 정도를 나타내는 EEC 점수 값

은 각 노드간의 가중 엣지(Weighted Edge)로 사용된다.

그래프를 구성하기 위해서 모든 노드들을 사용하는 것

은 그래프가 너무 복잡해질 뿐만 아니라 인간과 기계가 

이해할 수 있는 표현법을 추구하는 본 연구의 목적과 부

합하지 않는다. 따라서 본 연구에서는 EI-ISI 점수가 가

장 높은 10개의 노드만 사용했다.

EEC 점수는 각 노드간의 연관성 정도를 의미하므로 우

리는 이 점수를 직접적으로 그래프의 가중 엣지에 할당

하였다. 또한 본 논문에서는 EEC 점수가 0.8보다 클 때 

노드 간 엣지를 구성하도록 하였다.

4. 실험
제안한 방법론의 타당성을 검증하기 위해, 자연어 이

해 문제 중 하나인 의도분류 말뭉치를 활용한 실험을 진

행하였다. 추가적으로 그래프 기반의 새로운 시각화 방

법을 소개한다.
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그림 3 의도태그에 따른 변환된 그래프 비교

4.1 의도분류 실험

본 연구의 목적은 벡터 표현법을 인간과 기계가 모두 
이해할 수 있는 그래프 표현법으로 변환하는 것이다. 변
환된 그래프는 벡터에 담겨있는 의미적 정보를 유지해야 
한다. 본 논문에서는 이를 검증하기 위해서 의도분류 실
험을 진행했다. 한국어 데이터 셋인 Weather, Navigatio
n 데이터 셋과 영어 데이터 셋인 M2M-M(Movie), M2M-R(R
estaurant)[13]과 영어, 스페인어, 태국어를 포함하는 
데이터 셋인 Multilingual Task Oriented Dataset[14]을 
이용했다. M2M-M, R 데이터 셋들은 3-4개의 대화 내용을 
포함하고 있다. 그러나 본 연구에서 사용하는 신경망은 
문장 단위의 분류기이다. 따라서 M2M-M, R 데이터 셋을 
문장 단위로 구분하여 사용하였다. 전체 데이터 셋의 통
계는 표 2와 같다.

실험에 사용된 모든 의도분류기들은 드랍아웃 디폴트 
비율이 0.1인 BERT sentence reader[1]를 사용하였다. 
그림 2는 의도분류 실험에 사용된 신경망의 구조를 보여
준다. 또한 드랍아웃을 통해 생성되는 목표 벡터의 수는 
30개로 고정하였다.

본 논문에서 제안하는 벡터-그래프 변환 프레임워크를 
사용하면 모든 훈련 데이터들과 테스트 데이터들은 각각  
훈련 그래프들()과 테스트 그래프들()로 변

환된다. 의도태그들을 구분할 수 있는 충분한 의미적 정
보를 변환된 그래프들이 담고 있다면 그래프 이미지들을 
사용하여 모델을 학습하고 의도태그들을 분류할 수 있어
야 한다. 이를 검증하기 위해 [15]의 image reader 네트

워크를 사용하여 전형적인 CNN기반 이미지 분류 훈련 및 
예측 실험을 수행한다. 다시 말해 CNN 기반의 이미지 분
류기들은 의 이미지들을 사용해서 학습되고 

의 이미지들을 통해 평가되어 성공적으로 벡터에

서 그래프로의 변환이 이루어졌다면 텍스트 기반의 sent
ence reader와 실험 성능이 유사할 것이라고 생각할 수 
있다.

표 1은 BERT sentence reader를 통한 의도분류 실험과 
변환된 그래프 이미지들을 통한 의도태그에 대한 이미지 
분류 실험의 결과를 보여준다. 표 1의 실험 결과를 통해 
성공적으로 제안하는 프레임워크가 벡터를 그래프로 변
환함을 확인할 수 있다. 또한 Multilingual 데이터 셋에 
대해서는 CNN 기반의 이미지 분류기의 성능이 더 우수하
다. 이는 그래프로 데이터를 표현하는 것이 모델의 성능
의 향상에도 도움이 될 수 있음을 암시한다.

4.2 그래프 기반 표현법 시각화

본 연구의 주요 기여 중 하나는 심층신경망의 내적인 
상태를 시각화하는 새로운 방법을 제안하는 것이다. 그
림 3은 weather 말뭉치에서 실제로 변환된 그래프들을 
의도태그에 따라 구분하여 보여준다. 이러한 시각화 방
법을 통해, 벡터의 숫자들을 살펴보는 것보다 더 명확하
게 의도태그에 따른 차이를 파악할 수 있다. 그림 3을 
통해 확인할 수 있듯이 변환된 그래프들은 의도태그에 
따라 상당히 다름을 확인할 수 있다. 또한 서로 같은 의
도를 갖는 문장들은 다소 그래프의 형태가 유사함을 확
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인할 수 있다.

5. 결론
본 논문에서는 신경망의 내적인 동작 또는 예측 결과

를 설명하기 위해 그래프를 유용한 모달리티로 제안하고 
이를 위해 벡터를 그래프로 변환하는 새로운 프레임워크
를 제안했다. 벡터-그래프 변환 프레임워크는 드랍아웃
을 사용하는 기존의 훈련된 네트워크에 연결될 수 있다. 
제안한 프레임워크에서 드랍아웃 기술은 같은 입력에 대
한 벡터의 움직임을 생성하기 위해서 적용되고 프레임워
크 내의 움직임 분석기는 유용한 벡터 요소와 벡터 요소 
간의 관계를 추출하기 위해 사용된다. 이 때, 유용한 벡
터 요소는 본 연구에서 제안한 Element-Importance Inve
rse-Semantics-Importance 점수를 통해 측정되고 벡터 
요소 간의 관계는 Element-Element-Correlation 점수를 
통해 측정된다. 제안한 점수들은 그래프 구조를 구성하
는데 사용된다. Weather, Navigation, M2M-M/R, Multili
ngual 데이터 셋을 통해 본 논문에서는 제안한 프레임워
크가 의미론적 정보를 유지하면서 벡터 표현을 그래프 
표현으로 성공적으로 변환함을 보여주었다. 추가적으로 
내적인 의미 표현법들과 그들의 관계를 그래프 기반 표
현법을 통해 시각화하는 방법을 보여주었다.

제안한 연구 결과에 기반 하여 향후에는 다양한 연구 
방향들이 고려될 수 있다. 예를 들어, 벡터-그래프 변환 
프레임워크는 기계번역과 같은 더 복잡한 자연어 처리 
문제들에 이용될 수 있다. 또한 벡터-그래프 변환 프레
임워크는 컴퓨터 비전, 음성과 같은 다른 분야에도 적용
될 수 있으며 이에 대한 향후 연구들이 진행될 수 있을 
것으로 기대한다.
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