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1. 서론 
 

질의 응답 시스템은 질의를 입력 받아 그에 적절한 답

변을 제공하는 시스템이다. 해당 시스템을 구현하기 위

해 미리 질문 및 응답을 생성하여, 조건에 따라 사용자

에게 제공하거나, 해당 상황에 맞는 문장을 생성하여 제

공하는 방법이 있다[1, 2]. 

질의 응답 시스템의 질의에 대한 답변을 미리 준비하

면 서비스 제공자의 검증된 답변을 제공할 수 있는 장점

이 있지만 많은 시간과 비용이 요구되며, 사용자 질의 

범위가 너무 넓어 모든 답변을 준비할 수 없다. 이러한 

단점을 해결하기 위하여 기 구축 질의-응답에 매칭 되지 

않는 질의에 대하여 답변을 생성하는 그림 1과 같은 질

의 응답 시스템이 필요하다. 

 

그림 1. 질의 응답 시스템 구조[1, 2] 

 

그림 1과 같이 질의가 입력이 되면, 기 구축된 질의- 

응답 사전을 검색하여 매칭 된 결과를 사용자에게 제공

한다. 매칭 된 결과가 없으면 질의와 관련된 문서를 검

색한 후 해당 문서를 기반한 응답을 생성해 사용자에게 

제공한다.  

사실인 응답을 생성하기 위하여, 문서를 근거로 답변

을 생성해야 한다. 하지만 잘 못된 문서를 근거로 하였

거나, 문서에서 잘 못된 영역을 근거로 응답을 생성하면, 

사용자의 질의를 충족시키지 못하는 잘 못된 답변이 생

성된다.  

잘 못된 답변이 제공되면 서비스 품질이 저하될 수 있

어, 사용자 질의에 대하여 생성된 답변이 문서의 올바른 

영역에 근거하여 생성되었는지 판별하는 이진 분류의 

validator에 대하여 연구하였다. 

 

2. 관련 연구 
 

문서에 대한 주장에 대해 판별하는 대표적인 과제는 

GLUE benchmark 중 MNLI(the Multi-Genre Natural 

Language Corpus)이 있다[3]. 한국어 데이터로는 KLUE 

benchmark 중 NLI(Natural Language Inference)가 있으

며, MNLI와 유사한 과제이다[4]. KLUE의 NLI에 대한 예시

는 다음 그림 2와 같다. 

 

그림 2. KLUE NLI 데이터 예시[4] 
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요 약 

본 논문은 사용자의 질의에 대한 답변을 제공하는 질의 응답 시스템에서, 제공하는 답변이 사용자의 질의

에 대하여 문서에 근거하여 올바르게 대답하였는지 검증하는 QDR validator에 대해 기술한 논문이다. 본 

논문의 과제는 문서에 대한 주장을 판별하는 자연어 추론(Natural Language inference, NLI)와 유사한 과
제이지만, 문서(D)와 주장(R)을 포함하여 질의(Q)까지 총 3가지 종류의 입력을 받아 NLI 과제보다 난도가 

높다. QDR validation 과제를 수행하기 위하여, 약 16,000 건 데이터를 생성하였으며, 다양한 입력 형식 

실험 및 NLI 과제 데이터 추가 학습, 임계 값 조절 실험을 통해 최종 83.05% 우수한 성능을 기록하였다 

 

주제어: 질의 응답 시스템, 자연어 처리, 자연어 추론, 기계학습  

질의:티라노사우르스크기알려줘

질의-응답사전기구축질의-응답검색

응답:티라노사우르스크기는 10~13M입니다.

매칭성공

관련문서검색

매칭실패

문서사전

응답생성

응답:티라노사우르스크기는 10~13M입니다.

validator

응답:티라노사우르스크기는 10~13M입니다.
Entailment

Contradiction
응답:조금더공부해보겠습니다.

<연구과제>

전제: 10명이함께사용하기불편함없이만족했다.

가설 1: 10명이함께사용하기에만족스러웠다 Entailment

가설 2: 10명이함께사용하기불편함이많았다. Contradiction

가설 3: 성인 10명이함께사용하기불편함없이없었다. Neutral
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그림 2와 같이 NLI 과제는 전제(Premise)에 대하여 가

설(Hypothesis)이 주어지고, 가설 1과 같이 전제와 가설

이 서로 타당하면 Entailment로, 가설 2와 같이 전제와 

가설이 모순되면 Contradiction로, 가설 3과 같이 전제

로 가설을 설명하기 어렵거나 관련성이 없는 문장이면 

Neutral로 판별하는 과제이다. 

GLUE나 KLUE benchmark 데이터를 이용한 연구들은 

Transformer 모델을 이용한 연구들이 우수한 성능을 보

였다[5, 6]. 일반적으로 NLI 과제는 전제와 가설 2가지 

정보를 [SEP] 토큰으로 연결한 입력을 사용한다.  

본 논문의 과제는 NLI 과제보다 확장된 과제로 전제와 

가설뿐만 아니라 질의까지 포함된 과제이다. 기존에 연

구된 결과를 바로 적용할 수 없어 다음과 같이 변형하였

다. 

 

3.1 QDR validation 

 
본 논문에서 풀고자 하는 문제는 사용자의 질의

(Question)에 대해 질의 응답 시스템이 문서(Document)

를 참고하여 응답(Response)을 타당하게 생성하였는지 

검증하는 QDR validation이다. 질의, 문서, 응답이 모두 

서로 타당하다면 Entailment로, 하나라도 타당하지 않으

면 Contradiction으로 이진 분류한다. QDR validation에 

대한 예시는 다음 그림 3과 같다. 

 

그림 3. QDR validation 예시[7] 

 

그림 3과 같이 NLI 과제의 Premise에 해당하는 문서 

정보와 Hypothesis에 해당하는 응답 정보가 있으며, NLI 

과제에 없는 제목 및 질의 정보를 포함하고 있다. NLI 과

제의 Premise는 간단한 문장이었지만, QDR validation는 

여러 문장으로 구성된 문서가 주어진다. 또한 위 그림 3

의 문서와 같이 주어가 생략되어 설명하는 경우가 많다. 

주로 생략된 주어가 제목에 해당하는 경우이기에 제목의 

정보도 같이 사용한다.  

그림 3의 응답 1은 질의에 대해 문서의 내용을 올바르

게 대답하여 Entailment에 해당하는 응답이다. 하지만 

응답 2는 문서에 기반한 대답으로 NLI 과제의 

Entailment에 해당하지만, QDR validation은 질의와 맞지 

않기에 Contradiction에 해당하는 응답이다. 

 

3.2 제안 모델: QDR validator 

 

QDR validation 과제를 수행하기 위해 NLI 과제에서 

우수한 성능을 보이는 Transformer 모델을 이용하여 모

델을 구성하였다. 본 논문에서 제안하는 QDR validator 

모델에 대한 구조는 다음 그림 4와 같다. 

 

그림 4. QDR validator 모델 구조 

 

그림 4와 같이 입력의 시작은 [CLS], 끝은 [SEP] 토큰

으로 구성된다. 질의는 q:, 제목은 t: 문서는 d:, 응답

은 r:를 추가하여 각각 [SEP] 토큰으로 연결한다. 이를 

Electra Large 모델에 입력하고, 입력의 맨 앞에 있는 

[CLS] 토큰을 입력에 대한 벡터로 취급하여, Fully 

Connected layer로 Entailment, Contradiction 점수를 계

산한다. 

 

4. 실험 

 
QDR validator 학습 및 평가는 자체 제작한 데이터를 

사용하였다. 위키 데이터에서 PAQ(Probably-Asked 

Questions) 을 생성한 후 응답 생성기를 이용하여 응답

을 생성한 다음 이를 사람이 라벨을 태깅하는 방식으로 

데이터를 생성하였다[8]. 해당 방법은 Entailment의 데

이터가 많이 생성될 수 있지만, Contradiction 데이터는 

생성하기 어렵다. 따라서, 다음 그림 5의 방법으로 응답

을 변형하여 Contradiction 데이터를 추가 생성하였다. 

 

 

그림 5. Contradiction 데이터 생성 예시 

 

그림 5의 숫자 변환은 생성된 응답에서 숫자가 있을 

경우, 문서에 있는 다른 숫자로 변경한다. 주어 자르기

숫자변환: 티라노사우루스의크기는 10~13M입니다 ->
티라노사우루스의크기는 6-8M입니다

주어자르기: 티라노사우루스의크기는 10~13M입니다 ->
라노사우루스의크기는 10~13M입니다
티라노사우루의크기는 10~13M입니다

열거생략: 목성의 4대위성은이오,유로파,가니메데,칼리스토입니다.->
목성의 4대위성은이오,가니메데,칼리스토입니다.

[CLS] q: {질의} [SEP] r:{응답} [SEP] t: {제목} d: {문서} [SEP]

Electra 24 Layer

CLS Token

FC Layer 
SOFTMAX

Entailment / Contradiction Score

제목: 티라노사우루스

문서: 용반목수각류에속하는육식공룡으로모든공룡들을대표하는가장

유명한공룡이다. 중생대백악기후기의끝무렵인마스트리히트절에

북아메리카에서서식했다. 몸길이는 10.5~13m 사이, 

몸높이 3.5~4.5m, 몸무게 6~9t 가량이다.

질의: 티라노사우르스크기알려줘

응답 1: 티라노사우르스의몸길이는 10.5~13m 사이, 몸높이 3.5~4.5m 입니다.
-> Entailment

응답 2: 티라노사우루스의몸무게는약 6~9t 입니다.
-> Contradiction
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는 주어에 해당하는 단어의 앞 뒤 음절을 삭제한다. 열

거 생략은 생성된 응답이 열거 형식일 경우 중간의 요소 

하나를 제거한다. 생성한 데이터 수량은 다음 표 1과 같

다. 

 

표 1. 학습 데이터 및 평가 데이터 수량 

 
구분 Entailment 

개수 

Contradiction 

개수 

전체 개수 

학습 데이터 5,356 9,340 14,696 

평가 데이터 549 602 1,151 

 

표 1의 평가 데이터는 Contradiction의 비율이 52.03%

이기에, 모두 Contradiction으로 분류하는 모델의 성능

은 52.03%가 된다. 이를 baseline으로 설정한다. 표 1의 

학습 데이터를 학습한 모델의 평가 데이터 성능은 다음 

표 2와 같다. 

 

표 2. 입력 형식 별 실험 성능 

번호 입력 형식 성능

(ACC, %) 

1 전부 Contradiction으로 분류 52.03 

2 [CLS] q: {질의} [SEP] a:{응답} 

[SEP] t:{제목} d: {문서} [SEP] 

82.45 

3 [CLS] q: {질의} t:{제목} d: {문서} 

[SEP] a:{응답} [SEP] 

79.49 

4 [CLS] t:{제목} d: {문서} [SEP] q: 

{질의} a:{응답} [SEP] 

81.92 

 

표 2의 2번은 질의, 문서, 응답 사이에 [SEP] 토큰을 

이용하여 구분한 것이며, 3번과 4번은 [SEP] 구분되는 정

보에 여러 정보를 같이 구성하였다. 1번 입력 형식과 같

이 학습할 경우 82.45%로 입력 정보들을 각각 [SEP]로 

구분하는 것이 가장 성능이 우수함을 보였다. 4번이 3번

에 비해 2.43%p 더 높은 성능을 기록하여, [SEP] 토큰을 

기준으로 구성요소에 따라 성능이 달라짐을 확인하였다. 

KLUE의 NLI 학습 및 테스트 데이터는 약 28,000개로 

방대한 양의 데이터가 공개되어 있다[4]. NLI 데이터 수

량은 다음 표 3과 같다. 

 

표 3. NLI 데이터 개수 
구분 Entailment 개수 Neutral +  

Contradiction 

개수 

전체 개

수 

KLUE NLI  9,561 18,438 27,999 

 

NLI에는 Neutral 라벨은, QDR validation에서 문서와 

무관한 응답으로, Contradiction으로 변환하여 사용한다. 

NLI 데이터는 질의가 없는 데이터이지만, 양질의 데이터

이기에 이를 학습할 경우 문서와 질의에 대한 관계를 학

습하는데 도움이 될 수 있어 학습 데이터로 추가하였다. 

성능이 가장 우수하였던, 표 2의 2번 입력 형식을 사용

하였으며, NLI 데이터는 질의가 없는 데이터이기에 다음 

그림 6과 같이 질의를 보정하여 입력으로 사용한다. 

 

그림6. NLI 데이터 입력 형식 

 

그림 6의 빈칸 질의 사용은 질의 정보를 빈칸(“ ”)

으로 NLI 데이터도 QDR validator 데이터와 같은 형식으

로 학습된다. 질의 정보 미제공은 빈 질의 및 무의미한 

[SEP] 토큰이 노이즈로 작용할 수 있어, 질의에 대한 정

보를 없이 응답과 문서만으로 NLI 데이터를 표현하였다. 

NLI 데이터를 같이 학습할 경우 성능은 다음 표 4와 같

다. 

 

표 4. NLI 데이터 추가 실험 

번

호 

학습 데이터 입력 형식 성능

(ACC, %) 

1 QDR 데이터 단독 학습 표2의 2번 82.45 

2 NLI 데이터 단독 사용 빈칸 질의 

사용 

59.25 

3 QDR 및 NLI 데이터 학습  빈칸 질의 

사용 

82.62 

4 질의 정보 

미제공 

82.79 

 

표 4의 NLI 데이터를 같이 학습한 3, 4번은 QDR 데이

터만 사용한 1번에 비하여 0.17%p, 0.31%p 향상된 82.62%, 

82.76% 성능을 기록하였다. NLI 데이터만으로 학습한 2번

의 경우 QDR validator 평가 데이터에 대해 59.25% 성능

을 기록하였다. 질의가 없는 데이터를 학습하기에 질의

가 있는 QDR 평가 데이터에서 낮은 성능을 기록하였지만 

QDR validator와 같이 학습할 경우 입력된 정보들의 관

계를 이해하는데 도움을 주었다. 질의, 문서, 응답의 완

전한 데이터가 아니더라도 같이 학습하면 성능이 향상될 

가능성을 확인하였다. 

가장 성능이 우수한 표 4의 3번 모델의 라벨 별 성능

은 다음 표 5와 같다. 

 

표 5. 라벨 별 성능 (%) 

라벨 정확률 재현율 F1 

Entailment 79.51 87.16 83.16 

Contradiction 86.56 78.64 82.41 

 

표 5와 같이, Entailment는 재현율이 정확률보다 높으

며, 반대로 Contradiction은 정확률이 재현율보다 높게 

측정되었다. 이는 모델이 Entailment로 많이 추론하고 

있어 Entailment로 판단되는 수량을 줄이면 성능이 향상

될 수 있다. 모델이 계산하는 Score에 임계 값을 주어, 

특정 임계 값 이상이면 Entailment, 미만이면 

Contradiction으로 분류하도록 한다. 기존 실험의 임계 

값은 0.5로 진행되었으며, 임계 값 변화에 따른 성능은 

빈칸질의사용. [CLS] q: [SEP] r: {응답} [SEP] d: {문서} [SEP]

질의정보미제공. [CLS] r: {응답} [SEP] d: {문서} [SEP]
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다음 표 6과 같다. 

 

표 6. 임계 값 별 성능 (%) 

임계 값 Contradiction 

F1 

Entailment 

F1 

ACC 

0.5 82.41 83.16 82.79 

0.6 82.55 82.85 82.71 

0.7 83.23 82.87 83.05 

0.8 82.82 81.68 82.27 

0.9 81.95 79.44 80.79 

 

표 6의 성능과 같이 임계 값이 증가함에 따라 

Contradiction으로 분류하는 것이 많아져, Contradiction

의 성능은 상승하고 Entailment의 성능은 하락한다. 그

리하여 임계 값 0.7에서 전체적인 성능 83.05%로 임계 

값 0.5의 82.79% 보다 0.26%p 상승하여 가장 우수한 성

능을 보였다.  

 

5. 결론 

 
본 논문은 질의, 문서, 응답 총 3 가지 입력에 대해 

서로 타당한 경우 Entailment로 타당하지 않을 경우 

Contradiction으로 이진 판별하는 validator에 대하여 

기술하였다. NLI 과제와 비슷한 과제이지만, 질의에 대한 

정보가 추가되어 NLI 과제보다 높은 난도의 과제이다. 

QDR validator를 학습하기 위하여 데이터를 자체 제작

하였으며, Contradiction 데이터를 확보하기 위하여 생성

된 응답에 노이즈를 추가하였다.  

또한, 질의 정보를 같이 학습하기 위한 여러 입력 형

식 중 가장 우수한 입력 형식을 확인하였다. 또한 양질

의 오픈 데이터인 NLI 데이터도 함께 학습을 진행하여 

질의가 없는 불완전한 QDR 데이터도 같이 학습할 경우 

성능이 향상될 수 있음을 확인하였다. 더욱 모델의 성능

을 향상하기 위하여, 모델의 임계 값을 조절하였으며 최

종 83.05% 성능을 기록하였다. 

향후 연구는 문서에 기반한 정보만이 아닌 윤리적으로 

문제 같이 문서의 정보만으로 판단이 불충분한 범위까지 

판별하는 validator를 개발하고자 한다. 
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